Лабораторная работа 8
Улучшение генерации изображений с помощью Progressive GAN на Keras
Цель работы
Изучить принцип прогрессивного обучения генеративно-соревновательных сетей и реализовать модель Progressive GAN, в которой генерация изображений улучшается за счёт постепенного увеличения разрешения: от низкого к более высокому. В ходе работы необходимо реализовать генератор и дискриминатор, механизм плавного перехода между стадиями (fade-in), а также провести обучение модели на наборе изображений с анализом качества получаемых результатов.
Генеративно-соревновательные сети состоят из двух моделей: генератора и дискриминатора. Генератор получает на вход случайный латентный вектор и преобразует его в изображение, а дискриминатор пытается определить, является ли изображение настоящим или синтетическим. В процессе обучения генератор стремится улучшить качество генерации, а дискриминатор – повысить точность распознавания подделок.
Обычные GAN при обучении на изображениях высокого разрешения часто работают нестабильно. Модель может плохо сходиться, резко терять качество генерации или воспроизводить ограниченное число похожих изображений. Архитектура Progressive GAN решает эту проблему с помощью постепенного наращивания глубины сети и увеличения разрешения изображений.
Идея Progressive GAN состоит в том, что модель сначала обучается на изображениях очень низкого разрешения, например 4×4 пикселя. Затем в генератор и дискриминатор добавляются новые блоки, позволяющие перейти к разрешениям 8×8, 16×16, 32×32 и выше. Благодаря этому сеть сначала изучает общую структуру объектов, а затем начинает восстанавливать более тонкие детали.
Чтобы переход между стадиями был плавным, используется механизм fade-in. На этапе добавления нового уровня выход предыдущей стадии смешивается с выходом новой стадии через коэффициент α, который постепенно изменяется от 0 до 1. Это уменьшает резкие скачки в процессе обучения и делает модель более устойчивой.
Постановка лабораторной работы
В данной работе требуется реализовать Progressive GAN для генерации изображений на основе датасета CIFAR-10. В качестве этапов обучения используются разрешения 4×4, 8×8, 16×16 и 32×32. На каждой стадии изображения подготавливаются к нужному размеру, подаются в дискриминатор, а генератор формирует изображения текущего разрешения из случайного латентного пространства.
Для обучения рекомендуется использовать TensorFlow / Keras, так как эта библиотека позволяет удобно реализовать собственные модели, слои и цикл обучения. В качестве функции потерь можно использовать Hinge Loss, поскольку она обеспечивает устойчивое поведение GAN в учебных задачах.
Ход выполнения работы
На первом этапе подготавливается датасет изображений. Для этого используется CIFAR-10, содержащий цветные изображения размером 32×32. В зависимости от текущей стадии обучения изображение уменьшается или оставляется в исходном размере. Затем выполняется нормализация пикселей в диапазон от -1 до 1.
На втором этапе реализуется генератор. Он начинается с плотного слоя, который преобразует латентный вектор в карту признаков размером 4×4. Далее при увеличении стадии добавляются блоки upsampling и свёрток. На каждой стадии используется слой toRGB, преобразующий внутренние признаки в изображение.
На третьем этапе реализуется дискриминатор. Он получает изображение текущего разрешения, преобразует его в карту признаков через слой fromRGB, а затем постепенно уменьшает размер изображения через свёрточные блоки. В финале дискриминатор выдаёт число, отражающее, насколько изображение похоже на настоящее.
На четвёртом этапе реализуется механизм fade-in. При переходе между стадиями выход старой архитектуры смешивается с выходом новой архитектуры. Это позволяет модели постепенно адаптироваться к более сложной задаче генерации изображений высокого разрешения.
На заключительном этапе выполняется обучение модели на нескольких стадиях. После завершения обучения сохраняются сгенерированные изображения, а затем проводится сравнение качества генерации на разных разрешениях.
Листинг программы
Импорт библиотек

import os
import tensorflow as tf
from tensorflow import keras
from tensorflow.keras import layers
from PIL import Image
Вспомогательные функции

def upsample2x(x):
    h = tf.shape(x)[1]
    w = tf.shape(x)[2]
    return tf.image.resize(x, (h * 2, w * 2), method="nearest")

def downsample2x(x):
    return tf.nn.avg_pool2d(x, ksize=2, strides=2, padding="SAME")

class FadeIn(layers.Layer):
    def call(self, old, new, alpha):
        return (1.0 - alpha) * old + alpha * new

Блок генератора

class GenBlock(layers.Layer):
    def __init__(self, out_channels):
        super().__init__()
        self.conv1 = layers.Conv2D(out_channels, 3, padding="same")
        self.conv2 = layers.Conv2D(out_channels, 3, padding="same")
        self.act = layers.LeakyReLU(0.2)

    def call(self, x):
        x = upsample2x(x)
        x = self.act(self.conv1(x))
        x = self.act(self.conv2(x))
        return x

Блок дискриминатора

class DiscBlock(layers.Layer):
    def __init__(self, out_channels):
        super().__init__()
        self.conv1 = layers.Conv2D(out_channels, 3, padding="same")
        self.conv2 = layers.Conv2D(out_channels, 3, padding="same")
        self.act = layers.LeakyReLU(0.2)

    def call(self, x):
        x = self.act(self.conv1(x))
        x = self.act(self.conv2(x))
        x = downsample2x(x)
        return x

Progressive Generator

class ProgressiveGenerator(keras.Model):
    def __init__(self, z_dim=128, channels=(256, 128, 64, 32)):
        super().__init__()
        self.z_dim = z_dim
        self.channels = channels

        self.dense = layers.Dense(4 * 4 * channels[0])
        self.reshape = layers.Reshape((4, 4, channels[0]))
        self.act = layers.LeakyReLU(0.2)

        self.blocks = [GenBlock(ch) for ch in channels[1:]]
        self.to_rgb = [layers.Conv2D(3, 1, padding="same") for _ in channels]
        self.fade = FadeIn()

    def call(self, z, stage, alpha):
        x = self.act(self.dense(z))
        x = self.reshape(x)

        if stage == 0:
            return tf.tanh(self.to_rgb[0](x))

        for i in range(stage):
            x = self.blocks[i](x)

        new_img = self.to_rgb[stage](x)

        x_old = self.act(self.dense(z))
        x_old = self.reshape(x_old)
        for i in range(stage - 1):
            x_old = self.blocks[i](x_old)

        old_img = self.to_rgb[stage - 1](x_old)
        old_img = upsample2x(old_img)

        img = self.fade(old_img, new_img, alpha)
        return tf.tanh(img)

Progressive Discriminator

class ProgressiveDiscriminator(keras.Model):
    def __init__(self, channels=(256, 128, 64, 32)):
        super().__init__()
        self.channels = channels

        self.from_rgb = [layers.Conv2D(ch, 1, padding="same") for ch in channels]
        self.blocks = [DiscBlock(ch) for ch in reversed(channels[:-1])]
        self.act = layers.LeakyReLU(0.2)
        self.fade = FadeIn()

        self.conv_final = layers.Conv2D(channels[0], 3, padding="same")
        self.flatten = layers.Flatten()
        self.fc = layers.Dense(1)

    def call(self, img, stage, alpha):
        if stage == 0:
            x = self.act(self.from_rgb[0](img))
            x = self.act(self.conv_final(x))
            return self.fc(self.flatten(x))

        x_new = self.act(self.from_rgb[stage](img))

        img_down = downsample2x(img)
        x_old = self.act(self.from_rgb[stage - 1](img_down))

        x = self.fade(x_old, x_new, alpha)

        for i in range(stage):
            x = self.blocks[i](x)

        x = self.act(self.conv_final(x))
        return self.fc(self.flatten(x))

Функции потерь

def d_hinge_loss(real_logits, fake_logits):
    real_loss = tf.reduce_mean(tf.nn.relu(1.0 - real_logits))
    fake_loss = tf.reduce_mean(tf.nn.relu(1.0 + fake_logits))
    return real_loss + fake_loss

def g_hinge_loss(fake_logits):
    return -tf.reduce_mean(fake_logits)

Один шаг обучения

@tf.function
def train_step(generator, discriminator, real_images, z_dim, stage, alpha,
               g_opt, d_opt, batch_size):
    z = tf.random.normal([batch_size, z_dim])

    with tf.GradientTape() as d_tape:
        fake_images = generator(z, stage=stage, alpha=alpha)
        real_logits = discriminator(real_images, stage=stage, alpha=alpha)
        fake_logits = discriminator(fake_images, stage=stage, alpha=alpha)
        d_loss = d_hinge_loss(real_logits, fake_logits)

    d_grads = d_tape.gradient(d_loss, discriminator.trainable_variables)
    d_opt.apply_gradients(zip(d_grads, discriminator.trainable_variables))

    z = tf.random.normal([batch_size, z_dim])

    with tf.GradientTape() as g_tape:
        fake_images = generator(z, stage=stage, alpha=alpha)
        fake_logits = discriminator(fake_images, stage=stage, alpha=alpha)
        g_loss = g_hinge_loss(fake_logits)

    g_grads = g_tape.gradient(g_loss, generator.trainable_variables)
    g_opt.apply_gradients(zip(g_grads, generator.trainable_variables))

    return d_loss, g_loss

Загрузка CIFAR-10 и подготовка tf.data

AUTOTUNE = tf.data.AUTOTUNE

def load_cifar10_as_tfdata(batch_size, stage):
    (x_train, _), _ = keras.datasets.cifar10.load_data()
    x_train = tf.convert_to_tensor(x_train)

    resolution = 4 * (2 ** stage)

    ds = tf.data.Dataset.from_tensor_slices(x_train)
    ds = ds.shuffle(50000)

    def preprocess(img):
        img = tf.cast(img, tf.float32)
        img = tf.image.resize(img, (resolution, resolution), method="nearest")
        img = (img / 127.5) - 1.0
        return img

    ds = ds.map(preprocess, num_parallel_calls=AUTOTUNE)
    ds = ds.batch(batch_size, drop_remainder=True)
    ds = ds.prefetch(AUTOTUNE)

    return ds, resolution

График изменения alpha

def alpha_schedule(step, total_fade_steps):
    alpha = tf.cast(step, tf.float32) / tf.cast(total_fade_steps, tf.float32)
    return tf.clip_by_value(alpha, 0.0, 1.0)

Основной цикл обучения

@tf.function
def train_step(generator, discriminator, real_images, z_dim, stage, alpha,
               g_opt, d_opt, batch_size):
    z = tf.random.normal([batch_size, z_dim])

    with tf.GradientTape() as d_tape:
        fake_images = generator(z, stage=stage, alpha=alpha)
        real_logits = discriminator(real_images, stage=stage, alpha=alpha)
        fake_logits = discriminator(fake_images, stage=stage, alpha=alpha)
        d_loss = d_hinge_loss(real_logits, fake_logits)

    d_grads = d_tape.gradient(d_loss, discriminator.trainable_variables)
    d_opt.apply_gradients(zip(d_grads, discriminator.trainable_variables))

    z = tf.random.normal([batch_size, z_dim])

    with tf.GradientTape() as g_tape:
        fake_images = generator(z, stage=stage, alpha=alpha)
        fake_logits = discriminator(fake_images, stage=stage, alpha=alpha)
        g_loss = g_hinge_loss(fake_logits)

    g_grads = g_tape.gradient(g_loss, generator.trainable_variables)
    g_opt.apply_gradients(zip(g_grads, generator.trainable_variables))

    return d_loss, g_loss

Сохранение примеров сгенерированных изображений

def save_samples(generator, stage, alpha, z_dim=128, n=16, out_dir="samples"):
    os.makedirs(out_dir, exist_ok=True)

    z = tf.random.normal([n, z_dim])
    imgs = generator(z, stage=stage, alpha=tf.constant(alpha, tf.float32))

    imgs = (imgs + 1.0) * 127.5
    imgs = tf.clip_by_value(imgs, 0, 255)
    imgs = tf.cast(imgs, tf.uint8).numpy()

    for i in range(n):
        Image.fromarray(imgs[i]).save(
            os.path.join(out_dir, f"sample_stage{stage}_{i}.png")
        )

Запуск модели

gen = ProgressiveGenerator(z_dim=128, channels=(256, 128, 64, 32))
disc = ProgressiveDiscriminator(channels=(256, 128, 64, 32))

train_progan(
    generator=gen,
    discriminator=disc,
    z_dim=128,
    stages=4,
    epochs_per_stage=3,
    fade_fraction=0.5
)

save_samples(gen, stage=3, alpha=1.0)
